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摘 要：【目的】针对路面裂缝检测过程中目标尺度不一致、全局特征建模能力不足的问题，提出一种基于双

目鸟瞰图（bird’s eye view， BEV）与改进 YOLOv8模型的路面裂缝识别方法，旨在实现高效、精准的裂缝检测

与分割。【方法】首先，通过双目立体视觉与逆透视变换技术生成高精度 BEV图像，解决传统视角下目标尺度

不一致问题；其次，提出的 C2f-DRR 模块利用区域残差化-语义残差化的解耦策略有效捕获裂缝的多尺度上

下文信息，通过大核卷积与小核空洞卷积协同作用丰富图像的细节信息并减少背景干扰；最后，引入上下文

锚点注意力机制，使模型能够动态聚焦裂缝中心区域，并实现对远距离像素间的长程依赖关系的建模。【结

果】为验证改进模型的有效性，在测试集上进行了对比试验。改进后模型的平均精度均值 MAP50达 83.7%，准

确率 P 达 83.9%，F1分数达 83.5%，较原始的 YOLOv8n模型的分别提升 4.4、4.0、1.8个百分点。在公开数据集

UAV-PDD2023 上验证的 MAP50达 70.5%，召回率 R 达 64.8%，准确度 P 达 74.1%，较原模型的分别提升了 3.5、
4.5、0.6个百分点。改进模型在识别精度、鲁棒性、泛化学习能力方面均优于原始模型。【结论】本研究提出的

基于双目 BEV视角的裂缝分割方法有效提升了模型在复杂道路场景下的检测精度与泛化能力，为自动化路

面病害检测提供了技术支持。
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method based on binocular bird’s eye view （BEV） and an improved YOLOv8 model to achieve 
efficient and accurate crack detection and segmentation. ［Methods］ High-precision BEV images 
were generated using binocular stereo vision and inverse perspective mapping （IPM） technology to 
resolve the scale inconsistency problem in traditional perspectives. The proposed C2f-DRR module 
captured multi-scale contextual information of cracks effectively by employing a region-residual 
and semantic-residual decoupling strategy. It combined large kernel convolutions with small kernel 
dilated convolutions to enrich image detail and reduce background interference. Additionally， a 
context anchor point attention mechanism was introduced to dynamically focus the model on the 
central region of cracks and achieve model long-range dependencies between distant pixels. 
［Findings］ To verify the effectiveness of the improved model， comparative experiments are 
conducted on the test set. The improved model achieves a mean average precision （MAP50） of 
83.7%， accuracy （P） of 83.9%， and F1 score of 83.5%， with improvements of 4.4， 4.0， and 1.8 
percentage points， respectively， over the original YOLOv8n model. The model is also tested on the 
publicly available UAV-PDD2023 dataset， achieving an MAP50 of 70.5%， recall （R） of 64.8%， and 
accuracy （P） of 74.1%， with improvements of 3.5， 4.5， and 0.6 percentage points， respectively. 
The improved model outperforms the original model in identification accuracy， robustness， and 
generalization ability. ［Conclusions］ The proposed BEV-based crack segmentation method 
effectively enhances detection accuracy and generalization in complex road environments， 
providing reliable technical support for automated road damage detection. 
Keywords： road crack identification； stereo vision； bird’s eye view； YOLOv8； context anchor 
point attention； feature extraction
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0　引言

随着城市化进程的加快和交通运输需求的增

长，公路作为区域经济发展的关键基础设施，其性

能受到交通荷载、气候条件及材料疲劳等因素的

综合影响［1-2］。裂缝作为路面病害的初始表现［3］，

若未能及时检测和修复，容易扩展为严重的结构

性损害，从而缩短公路使用寿命。传统的基于视

觉的裂缝检测方法主要采用阈值分割、边缘检测

和区域生长等图像处理技术［4-6］，但这些方法依赖

设定的阈值参数，导致其在复杂背景下泛化能力

较差。因此，研究高效的路面裂缝检测与分割技

术，对于减少潜在经济损失、提高公路质量并延长

使用寿命具有重要的现实意义。

近年来，机器视觉与深度学习技术的进步极

大地推动了路面裂缝无损检测的发展［7- 9］。YANG

等［10］提出的渐进式与自适应融合网络（progressive 
and adaptive fusion network，PAF-Net），专门用于路

面裂缝分割，其通过渐进上下文融合（progressive 
context fusion，PCF）模块和双重注意力机制捕获多

尺度上下文信息，并减少细节特征丢失的问题，同

时结合动态权重学习模块实现了特征图的高效融

合。SUN等［11］在 DeepLabv3+解码器中引入多尺度

注意力模块，生成注意力掩模并动态分配高低层

特征图之间的权重， 从而更有效地结合多尺度特

征，生成更准确的裂缝分割结果。尽管改进的语

义分割网络在精度上表现优异，但其复杂的结构

和较高的计算成本限制了检测速度。WU等［12］、谢

海波等［13］通过双向特征金字塔网络（bi-directional 
feature pyramid network，BiFPN）优化多尺度特征融

合 ，并 在 检 测 头 中 引 入 P6 层 和 坐 标 注 意 力

（coordinate attention，CA）模块，以增强浅层特征向

深层特征的传递，从而提升小目标检测能力，其改
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进的 YOLOv5s 模型在开源数据集 UAPD［14］上的平

均 精 度 均 值 达 到 了 73%。 QU 等［15］通 过 在 原

YOLOv7 架构中加入专为小目标提取而设计的检

测 层 ，采 用 重 参 数 化 卷 积（re-parameterized 
convolution，RepConv）和最大池化卷积（maxpool 
convolution，MPConv）替代传统卷积操作，保留了

更多的特征信息，并有效融合多尺度和通道特征，

从而显著提升了模型在小尺寸裂缝检测中的表

现。虽然这两种改进模型在精度上有所提升，并

能满足实时性需求，但它们主要集中于目标检测

任务，无法提供裂缝的精确边界信息。

多数研究主要聚焦于病害在图像中的局部

形态与位置特征，而忽视了待检测路段的全局病

害信息，因此许多科研人员开始借助无人机

（unmanned aerial vehicle，UAV）获取更全面的数

据［16-17］，以对路面病害的进行整体评估。GAO
等［18］首先基于 U 型网络（U-Net）引入深度可分离

残差块（depth separable residual block，DR-Block）
以减少特征信息丢失；然后采用 Dice Loss 和 
BCE Loss 混合损失函数，有效解决无人机图像中

的不平衡问题。SUN 等［19］结合 Unet++ 的密集嵌

套结构与 U2Net 的深度嵌套结构的优势，提出了

深度竞争融合特征提取块，增强了裂缝与背景之

间的特征差异，大幅提升了模型对裂缝特征的提

取能力。虽然无人机拍摄范围广，但其易受天气

条件限制且设备部署成本高。随着自动驾驶技

术的发展，基于鸟瞰图（bird’s eye view，BEV）的

交通场景理解逐渐成为研究热点。ZHAO 等［20］

凭借 BEV 感知和多尺度特征融合技术显著提升

了路面高程重建的鲁棒性和精度，其提出的基于

双目立体图像的 RoadBEV-Stereo 模型高程误差

可达 0.50 cm，为自动驾驶提供了可靠的路面信

息支持。YANG 等［21］利用车道形状变换器（lane 
shape transformers，LSTR）算法计算图像中的消失

点，然后通过逆透视映射将路面图像转换为鸟瞰

图，获得路面的感兴趣区域以提高缺陷检测

效率。

综上所述，本研究针对现有路面裂缝检测方

法的不足，将双目立体视觉与逆透视映射技术结

合，获取高精度的 BEV图像，从而有效保持目标尺

度一致性，并提供全局视野以捕获长裂缝和大面

积病害的全局特征。相较于基于单目图像与激光

雷达的 BEV 生成方法，双目视觉方案具备获取稠

密深度信息、成本较低、部署灵活等优势。尽管在

极端天气条件下的鲁棒性略低于激光雷达的，但

双目视觉在裂缝检测中能较好平衡识别精度、实

时性与系统复杂度，具有良好的应用价值。同时，

本研究提出了改进的 C2f-DRR 特征提取模块，在

提升模型的上下文多尺度特征提取能力的同时能

减少细节信息的丢失。本研究引入上下文锚点注

意力（context anchor attention，CAA）机制，能够动

态强化裂缝区域特征。与现有的通道注意力或空

间注意力机制不同，CAA 机制能够对远距离像素

间的上下文依赖关系建模，提升对细长目标的敏

感性。

1　BEV视角转换理论基础

1.1    相机模型

相机模型描述了一个三维空间点与其在成像

平面上的投影之间的线性关系。由于相机模型结

构简单，适用于多种场景而被广泛应用于计算机

视觉领域［22］。相机模型在成像过程中涉及 4个坐

标系，如图 1所示。

图像坐标系以光轴与图像平面的交点为原

点，x 轴向右，y 轴向下。相机坐标系以光心为原

点，XC和 YC轴平行于图像平面的 x 和 y 方向，ZC轴

与光轴重合。世界坐标系描述真实三维空间中的

物体位置，其坐标系随物体大小和位置变化而变

化。这 3 个坐标系以物理长度为单位。像素坐标

系以图像左上角为原点，u 和 v轴分别平行于图像

的 x和 y方向，单位为像素。

图 1　相机模型

Fig. 1　Camera model
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式（1）描述了像素坐标（u，v）与相机坐标之间

（XC，YC，ZC）的转换关系，中间的 3×3矩阵记作内参

矩阵Q。世界坐标系和相机坐标系作为三维坐标

系，可通过 3×3 的旋转矩阵 R和 3×1 的平移矢量 t

实现转换，R和 t为相机的外参矩阵，其数学表达

式为式（2），由式（1）和式（2）可得到三维空间点到

成像点的投影关系，计算关系为式（3）。
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式（1）~（3）中：fx = f
dx

、fy = f
dy

分别为物理焦距 f 在

两个像元方向上的像素单位值，dx 为 x方向像元尺

寸，dy 为 y方向像元尺寸；(u0，v0 )为像主点坐标，是

相机光心到成像平面的垂点；λ为比例因子。

1.2    双目视觉原理

双目立体视觉是计算机视觉中的一个重要领

域，它先利用两个相机从不同视角拍摄同一场景

的图像，并计算这些图像之间的对应关系，然后基

于三角测量原理计算空间三维坐标以恢复场景的

三维结构信息［23］。其成像原理如图 2所示。

在理想成像条件下，双目相机的光轴完全平

行，两摄像头位于同一水平线上，成像平面与基线

平行， 空间点的投影在左右图像中位于同一行。

此时，左右相机光心分别为 Ol、Or，空间点 P在左右

成像平面上的投影点为 Pl、Pr，根据相似三角形，可

以得到关系式（4），因左右相机参数相等，则 xG – 
xE = 0，进 而 可 以 获 得 空 间 点 P 的 三 维 坐 标

如式（5）。

Z
f

= dPA

xl - xE
= dPB

xG - xr
= b

d + ( xG - xE ) （4）
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式（4）~（5）中：Z为深度值；xl、xr分别为投影点 Pl、Pr

的 x 方向坐标；dPA、dPB 分别为 P、A 两点间的距离，

P、B两点之间的距离；b为基线距离；d为左右视图

的视差，记为 d=xl - xr；xE和 xG分别为像主点 E、G的

x方向坐标。

1.3    逆透视变换

逆 透 视 变 换（inverse perspective mapping，
IPM）的 目 标 是 消 除 透 视 效 应 ，将 前 视 图

（perspective view，PV）转换为鸟瞰图 BEV，其基本

原理是将图像中的每个像素点通过透视变换映射

到鸟瞰图上的对应位置。其实现流程如图 3
所示。

本研究假设地面平直，首先通过 RANSAC 算

法对双目视觉重建的三维图像点云进行地平面拟

合［24］，拟合过程如图 4所示，计算式为式（6），步骤

为：① 随机采样三个点计算一个平面模型 A1 XC +
B1YC + C1 ZC + D1 = 0；② 计算所有剩余点到该平

面的距离 di，统计距离在设定阈值 ε 的内点数量

N；③ 重复采样，第 i次采样的内点数量为 Ni，第 i+
1 次的内点数量为 Ni+1，如果 Ni+1大于 Ni，则更新模

型参数，确保始终保留内点数量最多的模型参数；

④ 迭代至设定的迭代阈值后，利用内点重新估计，

最终获得最优模型参数。

图 3　逆透视变换流程

Fig. 3　Process of IPM

图 2　双目立体视觉成像原理

Fig. 2　Principle of stereo vision imaging
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式中：A1、B1、C1、D1为第 1 次随机采样的平面模型

参数；Ai、Bi、Ci、Di 为第 i 次迭代时的平面模型

参数。

随后，提取拟合平面的法向量 n=（Ai，Bi，Ci），

并通过式（7）和（8）确定道路平面与正射视角之间

的旋转角度 θ与旋转轴 r=（rx，ry，rz），通过旋转变换

将平面点云对齐至鸟瞰视角，并结合相机内参与

式（9）将点云映射回像素坐标系，这样就建立起了

路面前视角与鸟瞰视角之间的点对点映射关系。

最后，通过对应点集 {(us，vs ) ↔ (ut，vt ) }并利用最

小二乘法求解地平面的单应性矩阵 H，利用单应

性矩阵 H并和式（10）进行逆透视变换，从而实现

从 PV到 BEV的投影映射，这一方法保证了地面信

息的精确投影与视角的一致性［25］。

θ = arccos ( n ⋅ z
 n  z ) （7）

r = n × z （8）
式（7）~（8）中：z=（0，0，1）为 ZC轴正射投影轴方向；

θ为旋转角度；r为旋转轴。

u = XC

ZC
× fx + u0

v = YC

ZC
× fy + v0

（9）

式中：（u，v）为像素坐标；（u0，v0）为像主点坐标；

（XC ， YC ， ZC）为相机坐标系下的坐标；fx、 fy是两个

像元方向上以像素为单位的焦距值。

é

ë

ê

êê
ê
ê

ê ù

û

ú

úú
ú
ú

úut

vt1
= é

ë

ê

ê
êê
ê

ê ù

û

ú

ú
úú
ú

úh11 h12 h13
h21 h22 h23
h31 h32 h33

é

ë

ê

êê
ê
ê

ê ù

û

ú

úú
ú
ú

úus

vs1
（10）

式中：（us，vs）为原平面像素坐标；（ut，vt）为目标平

面像素坐标；3×3矩阵为单应性矩阵。

2　改进模型结构及原理

2.1    模型整体结构

YOLOv8模型继承了前代模型的优秀设计，在

网络架构和推理效率上实现了进一步提升。其采

用模块化设计，融合了轻量化与高效性的特性，以

满足实时目标检测与分割的需求。其核心架构由

主干网络（Backbone）、特征融合网络（Neck）和检

测头（Head）［26］三部分组成。其中，CSPDarknet53
作为主干网络，通过引入 C2f模块优化了特征提取

过程中的梯度流，减少了冗余计算，并增强了模型

在多尺度特征提取方面的能力。特征融合网络采

用了特征金字塔网络（feature pyramid network，
FPN）与路径聚合网络（path aggregation network，
PAN）相结合的多尺度特征融合结构［27-28］，有效捕

获了目标在不同尺度下的特征信息。检测头采用

了解耦头和无锚框设计，不仅优化了不同目标的

学习过程，还大幅降低了计算复杂度。

然而，由于 BEV 图像中的路面裂缝与道路背

景在视觉特征上的高度相似性，裂缝区域通常占

比小且分布不均，导致裂缝检测难度较高。为了

应对这些问题，本研究提出了改进的 YOLOv8 模

型，其核心思想是：使用 C2f-DRR 模块代替原始

模型主干中的 C2f 模块，旨在通过捕获多个尺度

的结构信息来增强感受野，在检测大尺度裂缝的

同时保持细粒度细节；并采用结构重参数策略，

在保留多尺度表征的同时减少计算开销；在主干

网络最后添加 CAA 感知层，动态调整多尺度特征

权重，使模型聚焦裂缝中心区域，抑制路面污渍

等背景噪声。

2.2    C2f⁃DRR模块

YOLOv8-seg 模型中的 C2f 模块缺乏专门设计

的多尺度上下文建模机制，难以应对裂缝分割中

对多尺度上下文信息的强需求。为了增强模型的

多尺度上下文建模能力，本文借鉴 WEI 等［29］的思

想，将传统单步特征提取过程解耦为区域残差化

和语义残差化两个步骤，并在区域残差化步骤中

的 第 2、3 路 分 支 引 入 空 洞 重 参 数 化（dilated 
reparam block，DRB）模块，以缓解标准空洞卷积带

图 4　RANSAC 算法拟合平面原理

Fig. 4　Principle of RANSAC algorithm-based plane fitting
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来的特征信息不均匀采样问题。基于此，本文提

出 了 一 种 改 进 的 空 洞 重 参 数 化 残 差（dilated 
reparam residual，DRR）模 块 ，再 将 C2f 中 的

BottleNeck替换成 DRR模块，构建出改进后的 C2f-
DRR模块。

2.2.1　DWR模块

空洞残差（dilation-wise residual ，DWR）模块

整体采用残差结构设计，如图 5所示。该模块第一

步是区域残差化（region residualization，RR），该步

骤由一个标准的 3×3 卷积层、批归一化（BN）层和

ReLU 激活层组成，以实现初步区域特征的提取。

其中，3×3 卷积层用于提取局部纹理与边缘特征，

而 BN层和 ReLU激活函数层用于激活区域特征并

简化特征表示。第二步是语义残差化（semantic 
residualization，SR），该阶段采用多倍率空洞深度

卷积对不同尺度的区域特征图进行提取，每个通

道仅用固定感受野，以避免特征冗余。具体而言，

第一步生成的区域特征图被拆分为 3路分支，并采

用空洞率分别为 1、3、5 的空洞深度卷积进行形态

学过滤。此外，由于卷积直接建立大跨度的空间

连接较为困难，而长跨度连接依赖小跨度连接的

辅助，因此每个阶段小感受野仍然至关重要。基

于此，第一个分支的输出通道容量被扩展为其他

分支的 2倍，以更好地支持小跨度连接。

首先，在获取多尺度上下文信息后，将所有分

支的特征图进行拼接，并通过批归一化进行处理；

接着，采用逐点卷积合并特征，形成最终残差；最

后，将这些残差与输入特征图相加，以构建更强

大、更全面的特征表示。通过区域残差化-语义残

差化方法使得复杂的语义提取转化为有序的形态

学过滤，这能够有效捕捉裂缝的全局结构，更加精

准地捕捉裂缝的多尺度特征，并减少背景干扰。

2.2.2　DRB模块

BEV 视角下的路面裂缝存在目标细小及形态

多样的特点，原始 DWR 模块中第 2、3 路分支采用

固定空洞率的空洞卷积进行特征提取，虽然能扩

大感受野，但由于空洞率固定，感受野调整不灵

活，导致该模块对不同尺度和形态裂缝的适应性

不足，在裂缝边缘和和复杂结构区域的特征捕捉

能力不够，无法兼顾局部细节与整体连续性，影响

了检测结果的精度。为此，本研究引入两个不同

大小的 DRB［30］模块，分别替代 DWR 模块第 2 路和

第 3 路分支中的空洞卷积，其结构如图 6 所示。

DRB模块通过引入一条大核卷积主分支和多条小

核卷积分支，有效整合局部细粒度特征与全局结

构信息，从而增强特征提取的灵活性与精细度。

DRB 模块的超参数包括大核卷积的核大小 K、并

行小核卷积的核大小 k以及空洞率 rd。

由于 BEV图像中的裂缝宽度集中在个位数像

素范围内，过大的感受野可能导致局部特征过度

平滑，削弱了小裂缝的检测能力，因此在不显著增

加计算量和模型参数量并保持足够的感受野的前

提下，选择主分支核大小为 K=5 和 K=7 的 DRB 模

块。以图 6所示为例，DRB模块包含 1个大核卷积

主分支和 3个并行卷积分支，主分支大核卷积核大

小 K=7，负责捕捉裂缝的全局连续性，为整体特征

图 5　DWR 模块结构

Fig. 5　DWR Module Architecture
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提供宽视野。第 2 分支核大小 K=5，空洞率 rd=1，
用于聚焦裂缝局部的细粒度特征，弥补大核在细节

层面的模糊问题。第 3、4分支采用了核大小 K=3，
空洞率 rd分别为 2 和 3 的小核卷积层，利用其稀疏

感受野的特性以减少对不相关区域的冗余计算，

同时能适应裂缝的多样化形态。最后，各并行分

支输出的特征图在通道维度上拼接，形成多尺度

融合的特征表示。

为优化 DRB 模块的推理效率，采用结构重参

数化［31］方法，将 BN层合并到卷积层中。当输入通

道数为 Cin、输出通道数为 Dout，卷积核大小为 K×K

时 ，卷 积 核 可 表 示 为 一 个 四 阶 张 量

F ∈ RDout × C in × K × K，偏置项 b ∈ RDout。该卷积层的输

入是一个形状为 I ∈ RC in × H in × W in 的特征图，输出是

一个形状为O ∈ RD out × Hout × W out 的特征图，其中 Hin、Win
分别表示输入特征图的高度与宽度，Hout、Wout分别

表示输出特征图的高度与宽度。O用公式表达为

式（11）。

O = I ⊛ F + REP (b ) （11）
式中：⊛为卷积操作；REP为平铺操作。

设 j 为通道索引，BN 层在训练过程中会对每

个通道执行均值归一化，并进行线性变换。具体

而言，μj和σj分别表示该通道在训练过程中累积得

到的均值和标准差；γj 和 βj 为 BN 层的可学习缩放

因子和偏置项。在 BN 层的作用下，通道 j 的输出

特征图为式（12）。

O j，：，： = [ ]( I ⊛ F ) j，：，： - μ j

γ j

σ j
+ β j （12）

卷积的均质性使得 BN 层可以在推理阶段融

合到前面的卷积层中。在实际应用中，可以直接

构造一个新的等效卷积层，其卷积核记为 F′，偏

置项记为 b′，根据公式（11）和（12），对于每个输出

通道 j，F′、b′计算方式如式（13）。由此，仅需存储

F′和 b′，即可消除推理阶段的 BN 层计算，直接使

用一个等效的卷积层来进行前向传播。

F′j，：，：，： ← γ j

σ j
F j，：，：，：， b′j ← - μ jγ j

σ j
+ β j （13）

2.3    上下文锚点注意力（CAA）机制

注意力机制因其简洁性和高效性，在提升神

经网络表征能力方面发挥了关键作用。SimAM 等

注意力机制被广泛应用于路面病害检测任务中，

以增强特征表示。然而，路面裂缝易受路面污渍、

树枝落叶等复杂背景干扰，且通常沿单一方向延

伸，是一种高长宽比的线性结构。这种特性使得

传统的通道与空间注意力机制难以有效捕捉到

BEV 视角下的长程依赖关系。为此，本文引入了

一种轻量级上下文锚点注意力（CAA）机制［32］，目

的是对远距离像素间的上下文依赖关系进行建

模，以提升裂缝目标分割的完整性和连续性，其结

构如图 7 所示。先通过全局平均池化提取全局信

息，并采用 1×1 卷积提取局部区域特征，计算式如

式（14）。随后，采用形状为 1×11和 11×1的深度条

带卷积近似替代标准的大核深度卷积，从而在保

持计算效率的同时增强模型对裂缝等长距离特征

的捕获能力，计算式为式（15）。

F pool
l - 1 = Conv1 × 1 ( P avg ( I l - 1 ) ) （14）

ì
í
î

F w
l - 1 = DWConv1 × k (F pool

l - 1 )
F h

l - 1 = DWConvk × 1 (F w
l - 1 ) （15）

式（14）~（15）中：Pavg 表示为全局平均池化操作；Il-1
为输入特征图，来自网络第 l−1 层；F pool

l - 1 为池化后

图 6　DRB 模块结构

Fig. 6　DRB Module Architecture
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