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基于双重注意力U-Net的砌体结构震害裂缝检测

赵平 1，靳丽艳 1，刘钰 2

（1. 西安建筑科技大学 土木工程学院，陕西 西安 710055；2. 西安建筑科技大学 资源工程学院，陕西 西安 710055）
摘　要：【目的】砌体结构震害裂缝严重影响结构安全。在震后应急响应阶段，对结构各部位进行裂缝检测

是结构安全鉴定的重要依据。为提高检测效率，提出一种改进的多目标语义分割算法，即双重注意力 U-

Net（dual attention U-Net，DA U-Net）。【方法】首先，为支持模型的训练，创建一个手工标记的数据集，并采用

数 据 增 强 策 略 保 证 网 络 学 习 到 更 多 的 裂 缝 细 节 特 征 ；其 次 ，使 用 VGG16 （visual geometry group 16-

layer）网络替换 U-Net 主干特征提取网络，并且在跳层连接处嵌入卷积块状注意力模块和非局部注意力机

制，有利于改善裂缝边缘分割不完整和全局特征信息利用不充分的问题，以及有效利用浅层特征信息来加

强特征表示；最后，用亚像素卷积取代原上采样操作，补充低分辨率像素缺失的语义信息。【结果】改进 DA 
U-Net 网络在分类准确率和分割精度上均达到最佳表现。精度评价指标 F1 分数（F1 score）指标 EF1、平均像

素精度（mean pixel accuracy，MPA）指标 EMPA 和平均交并比（mean intersection over union，MIOU）指标 EMIOU 达

到 84.66%、91.57% 和 81.50%，相比 U-Net 网络的分割精度均提高 5.00% 以上。选择合适的主干网络能更好

地捕捉和表征数据的复杂特征，同时对全局空间位置信息关注度也更高。【结论】改进算法可显著提升对裂

缝识别和定位的准确性，以及对裂缝的整体形态、走向和交融情况的分割完整性，增强多组合裂缝分割精

度，为震后砌体结构房屋安全鉴定提供一种有效的检测方法。
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Abstract： ［Purposes］ Earthquake-induced cracks seriously affect the safety of masonry 
structures. During the post-earthquake emergency response， crack detection in various components 
is crucial for the safety assessment of the structures. To enhance detection efficiency， an improved 
dual attention U-Net （DA U-Net） based on a multi-target semantic segmentation algorithm was 
proposed. ［Methods］ For effective model training， a manually labeled dataset was created， and 
data augmentation strategies were utilized to make the network learn about more crack details. 
Furthermore， VGG16 was employed to replace the backbone feature extraction network of U-Net. 
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Additionally， convolutional block attention modules and non-local attention （NA） mechanisms 
were embedded into the skip connections. As a result， the problems of incomplete crack edge 
segmentation and inadequate utilization of global feature information were ameliorated. Shallow 
feature information was effectively utilized， and feature representation was strengthened. Finally， 
sub-pixel convolution replaced the original up-sampling operation， supplementing semantic 
information loss in low-resolution pixels. ［Findings］ The improved DA U-Net achieves optimal 
performance in both classification accuracy and segmentation precision， with the precision 
evaluation metrics of F1 score（EF1）， mean pixel accuracy （EMPA）， and mean intersection over 
union （EMIOU） reaching 84.66%， 91.57%， and 81.50%， respectively. This represents an 
improvement of over 5.00% in segmentation accuracy compared to the original U-Net. Selecting an 
appropriate backbone network enables better capture and representation of complex features in the 
data， with a heightened focus on global spatial location information. ［Conclusions］ The improved 
algorithm significantly enhances the accuracy of crack recognition and localization， as well as the 
completeness of segmentation for the overall morphology， direction， and intersection of cracks. It 
strengthens the precision of segmenting multi-combined cracks， providing an effective detection 
method for post-earthquake safety assessment of masonry structures.
Key words： masonry structure； earthquake； crack detection； improved U-Net； multi-target 
segmentation； attention mechanism
Foundation item： Project （52208204） supported by the National Natural Science Foundation of China 
Corresponding author： ZHAO Ping （1967—）（ORCID：0009-0009-5568-7894）， female， professor， research 
interest： civil engineering construction and management. E-mail： 13909208708@163.com

0　引言

我国是大陆地震最多的国家，且地震分布相

当广泛，其中绝大多数发生在农村、乡镇等经济不

发达地区。这些地区房屋的主要结构为砌体结

构［1］，其对应的震害主要以墙体的不同破坏方式

为突出特征。作为主要承重构件，墙体在地震时

承受拉压、剪切和弯曲等复杂地震作用，产生各种

形式裂缝，并且在反复地震作用下，这些裂缝不断

发展、增多、加宽，最后导致墙体开裂崩塌甚至房

屋塌陷［2］，从而严重威胁人民生命和财产安全 。

因此，快速准确获取砌体结构建筑实时的灾害信

息对应急响应至关重要［3］，不仅有助于确定哪些

建筑物需要紧急维修或拆除，以免房屋二次倒塌，

还可以评估灾后建筑物的结构破坏程度，提升救

灾效率［4］。

震后结构安全评估的传统方法是分析建筑破

坏等级［5］，但这种方法在地震灾害发生后需要投

入大量人力、物力，且耗时、易出错。随着人工智

能（artificial intelligence，AI）和 深 度 学 习（deep 
learning，DL）的发展，建筑行业正在经历智能化变

革［6-9］。深度学习已被广泛应用于混凝土和沥青表

观裂缝检测，但在砌体结构的缺陷检测方面的应

用较少。砌砖接缝和复杂的背景纹理容易导致砌

体表面匀质性变差和噪声变大，使砌体表观检测

更加具有挑战性［10］。卷积神经网络（convolutional 
neural network，CNN）通常用于图像分类和分割，

在辅助结构检查和检测应用领域具有广阔前景。

HALLEE 等［11］在 实 验 室 收 集 了 一 些 砌 体 结 构 图

片，将砌体裂缝分为裂纹、未裂纹、模糊、局部和无

砖 5 类，并在定制 CNN 模型中的训练中发现，CNN
模型虽比机器学习模型具有更佳的性能，但模型

性 能 在 测 试 真 实 图 片 时 急 剧 下 降 。

BRACKENBURY 等［12］从砖石桥上拍摄大量图片，

用 GoogleNet-Inception V3 和迁移学习［13］对图像中

的裂缝、剥落、砂浆损失、植被等不同缺陷类型进

行分类和分割，提出先分割砂浆缝再使用缺陷分

割的方式，以便对砌体缺陷区和无缺陷区进行更

可靠、更准确的检测。ALI［14］在 CNN、支撑向量机
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（support vector machines，SVM）和 随 机 森 林

（random forest，RF）的基础上提出了一套自动视觉

裂缝检测系统以简化砌体结构检测，但该系统会

混 淆 砌 体 结 构 裂 缝 和 灌 浆 线 。 DAIS 等［15］在

ImageNet 数据集上使用预训练的 Mobile Net 网络

获得最高裂缝分类准确率，对补丁级砌体裂缝的

分类准确率达到 95.30%。因此，研究者提出迁移

学 习 的 重 要 性 。 全 卷 积 网 络（fully convolutional 
networks，FCN）［16］将 CNN 结构的全接连层替换为

卷积层，被广泛用于语义分割。U-Net［17］是一种深

度 FCN 网络，在边缘检测上表现出良好的性能，成

为不同领域图像分割的基准。U-Net 使用对称编

码器-解码器结构进行像素级语义分割，在较小的

数据集中得到广泛的应用［18-20］。IBRAHIM 等［21］提

出使用分水岭变换对每个砖单元进行分割，再使

用 U-Net 对不同黏结模式砌体结构的砂浆进行分

割 。 DANG 等［22］对 U-Net、DeepLab V3+和 特 征 金

字塔网络（feature pyramid networks，FPN）等模型进

行评估，提出通过检测砖块来提取砌体结构裂缝

实际长度的方法。其结果表明，基于深度学习的

分割效果优于以往方法；但当输入图像的倾斜角

度过大时，砖块单元提取精度降低，同时裂缝实际

长度检测精度变差。LOVERDOS 等［23］基于深度学

习，提出对砌体结构墙体进行砖块分割和裂缝检

测的自动一体化模型。该模型对砖块检测准确率

为 96.86%，裂缝检测准确率为 79.60%，但无法识

别极小尺寸的裂缝。

综上所述，现有砌体结构裂缝检测使用的图

像大多来自实验室和特定建筑，且具有相似的分

布特征。模型在严格控制的环境下具有较高的性

能，但在其他数据集上的泛化能力尚未得到充分

评估。关于检测震后砌体裂缝参数（长度、宽度、

面积等）的研究较少，但这些信息是震后影响砌体

结构安全评估的关键因素。

为提高训练数据集与真实世界的接近程度，

本研究收集服从多源数据分布的砌体结构震后真

实图片，用迁移学习方法和增强型 U-Net 架构进行

震后砌体结构实时裂缝检测。本研究通过对比分

析精度指标来验证改进模型的效果，以期获得专

门针对震后砌体结构多裂缝检测的网络模型，并

对检测到的裂缝进一步计算实际信息，做到从数

字图像中自动记录震后墙体裂缝信息，并评估砌

体结构的损伤。

1　检测方法

1.1    模型整体架构

U-Net 多用于二分类语义分割。为提升 U-Net
模型在处理砌体结构震害图像多类别分割任务中

的性能，本研究通过替换主干特征提取网络、增加

注意力机制对网络结构进行优化。具体来说，本

研 究 首 先 将 visual geometry group 16-layer 
（VGG16）网络去掉最后一个池化层和之后的全连

接层，然后替换 U-Net 的特征提取主干网络，接着

在 U-Net 跳层连接处融合通道、空间注意力和非局

部注意力（non-local attention，NA），最后形成双重

注意力网络。这样使网络在处理数据时重点关注

裂缝边缘信息，提高多任务细节分割精度，并改善

错分、漏分现象。网络模型如图 1 所示。

本研究将图片像素调整为 512×512 作为网络

输入。首先，经过二次 3×3 的卷积激活操作，可得

到第一层网络特征图并对之进行 2×2 最大值池化

下采样操作，此时特征图尺寸因通道数加倍变为

256×256，再进行卷积操作提取下一层；其次，重复

卷积操作和下采样操作，得到 5 个从大而扁平变得

小而立体的特征图，并对其先通过卷积块注意力

模 块（convolutional block attention module，CBAM）

进行特征加强，聚焦裂缝信息且减弱对非裂缝信

息的关注；再次，执行非局部注意力操作，使网络

在有效利用初始位置信息的基础上注意全局信

息；然后，进入解码器阶段后，对特征层执行亚像

素卷积上采样操作，使特征图大小加倍通道数减

双重注意力

双重注意力

双重注意力

128
2

512
2

256
2

322

642
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2

256
2

512
2

642 卷积 3×3，激活函数
最大值池化 2×2
像素重组 倍数 2
卷积 2×2
复制和剪切

43

输
入

图
像

  输
出

分
割
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图 1　DA U-Net-VGG16 网络总体架构

Fig. 1　Overall architecture of DA U-Net-VGG16 network
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半；接着，将优化后的特征图和上采样特征图进行

维度拼接，实现浅层特征复用，增强特征深度延展

性，并在重复 4 次上采样后，继续进行 3×3 卷积，使

特征图恢复到输入时的大小，保证输入、输出尺寸

不变；最后，采用 1×1 卷积将通道数调整为 4，对

“背景”“微裂缝”“裂缝”“剥落”进行分类输出，以

获得最终的震害图像分割结果。

1.2    CBAM
WOO 等［24］提 出 CBAM 轻 量 型 注 意 力 模 块 。

该模型通过动态调整每个特征通道的权重，使模

型更加关注输入图片中的裂缝边缘信息、整体走

向，增强特征表示。CBAM 包括两块模块，即增强

特征通道之间相关性的通道注意力模块（channel 
attention module，CAM）、对特征图的每个位置进行

自 适 应 加 权 的 空 间 注 意 力 模 块（spatial attention 
module，SAM），如图 2 所示。

最大值池化

平均值池化
多层感知机

输入特征
图F

输出特征
图F''

最大值池化
平均值池化

F

Mc（F）

F'

F'
Ms（F'）

通道注意力模块

空间注意力模块

图 2　CBAM 模块示意图

Fig. 2　CBAM module
本研究首先对输入特征图F进行最大值池化

（max pooling，MaxP）和 平 均 值 池 化（average 
pooling，AveP）操作，得到两个特征图；其次，将这

两 个 特 征 图 送 入 多 层 感 知 机（multilayer 
perceptron，MLP）得到输出特征图像素；再次，将输

出征图像素加和，再经 sigmoid 激活函数得到通道

注意力特征图M c( )F ，并与输入特征图F点乘得到

中 间 过 程 特 征 图 F'；然 后 ，对 F'每 个 通 道 进 行

MaxP 和 AveP 操作，并进行通道拼接；接着，送入一

个标准卷积层，再降低其通道数为 1，并经 sigmoid
激活得到空间注意力特征图M s( )F' ；最后，M s( )F'

与F'点乘得到最终输出特征图F''。相关公式为

M c( )F = S{ }MLP{ }AveP ( )F + MLP [ ]MaxP ( )F
（1）

F' = M c( )F ⋅ F （2）
M s( )F' = S{ }σ{ }[ ]AveP ( )F' ；[ ]MaxP ( )F' （3）

F'' = M s( )F' ⋅ F' （4）
式中：M c( )F 为通道注意力特征图；S 为 sigmoid 激

活函数；MLP 为一个共享的两层神经网络；σ 为标

准卷积运算；F为输入特征图；F'为中间过程特征

图；F''为输出特征图。

1.3    非局部注意力（NA）
卷积只对图像中局部区域进行操作获取局部

特征信息，忽略了全局图像结构和上下文语境。

本研究引入非局部注意力模块［25］，减少信息收缩

扩大全像素互动，在重视低级特征边缘信息的同

时，有效利用多目标语义分割的上下文信息。非

局部注意力模块如图 3 所示。

在图 3 中，首先对输入的特征图X进行线性映

射，生成 θ、φ、g三组特征；其次，将这三组特征通

道进行合并，对 θ和φ进行矩阵点乘操作；再次，计

算每个像素与其他像素之间的自相关性，以衡量

它们之间的关联程度；然后，对自相关性特征进行

softmax 归一化，得到每个像素对其他像素的注意

力权重 f，用于表示像素的重要性；接着，将得到的

f与 g相乘，并通过一个 1×1 卷积扩展回原始通道

数；最后，将结果与 X进行残差连接，得到非局部

块的输出X'。

（C，H，W） （C/2，H，W）
（1，1，1）

θ

（C，H，W）

（C，H，W）

g

（C，H，W）
φ

X

f

（C/2，H，W） （C，H，W）

（C/2，H，W）

（C/2，H，W）

（C/2，H×W）

（C/2，H×W）

（C/2，H×W）
（H×W，H×W）

（H×W，C/2）

（H×W，H×W）（H×W，C/2）

（H×W，C/2）
g

g

f
φ

φ
（1，1，1）

θ

X'

归一化
展
开

通道重排

图 3　非局部注意力模块 (H:高度，W:宽度，C:通道数)
Fig. 3　NA module (H: height; W: width; C: channel)

1.4    亚像素卷积（subpixel convolution）
在解码器结构中，使用亚像素卷积［26］代替原

上采样步骤，上采样的倍数为 2。亚像素卷积为了

将低分辨率的图像映射到高分辨率的图像，首先

将每个通道的特征图划分成多个子像素，然后将

子像素沿着某一维度堆叠，最后转换为高分辨率

特征图输出，从而帮助还原低分辨率图像信息。

其中的上采样操作，有利于增加裂缝图像的细节
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和清晰度，有助于补充缺失的图像边缘信息。

2　创建数据集

2.1    数据采集

鉴于现有砌体结构震损数据集较少，本研究

创建一个数据集。该数据集包含水平裂缝、竖向

裂缝、斜裂缝和交叉裂缝等多种裂缝形式，其中

80% 来自建筑物震害图集［27-30］和网络，其余来自建

筑抗震鉴定现场拍摄。本研究对原始图片进行预

处理，保证数据集中所有图片具有相同分辨率。

为增强网络鲁棒性，避免网络训练过拟合，对

数据集随机执行上下左右翻转、随机剪裁、旋转、

扭曲等数据增强操作，将数据集中的图片扩充至

5 000 张，并按 1∶9 划分验证集和训练集。本研究

使用标注工具 labelme 对数据集进行标注，在图像

上标注裂缝轮廓并贴上类别标签。根据裂缝的特

征，按照裂缝像素宽度将震害类型分为三类：微裂

缝，其缝宽极为狭窄，在掩码图显示为一条黄线；

裂缝，具有明显宽度，在掩码图上呈现为红色不规

则条状；剥落，其特征是整块墙皮掉落，在掩码图

以绿色块状形式展现。裂缝标注示例如图 4 所示。

震害类型          裂缝                 微裂缝                    剥落             裂缝和微裂缝      剥落和裂缝

原图

标注图

掩码图

图 4　标注裂缝图像

Fig. 4　Labelled crack images
2.2    模型训练环境

模型的训练和测试在远程服务器上进行，基

于 CUDA11.8、Python3.8、PyCharm 和 Pytorch2.0.0
搭 建 深 度 学 习 框 架 ，使 用 NVIDIA GeForce RTX 
4090 GPU 对网络进行训练。

2.3    网络超参数的选择

训练过程分为两个阶段，总共进行了 300 次迭

代训练，图片尺寸均为 512×512 像素。第一阶段

是冻结训练，将预训练模型主干网络部分参数冻

结，冻结迭代次数设置为 100，批量大小为 8，初始

学习率为 1×10-4；第二阶段是解冻训练，预训练模

型的主干部分的参数被解除固定，并可以被调整

或优化。本研究使用 Adam 优化器，动量设置为

0.9，迭代次数为 200（其余参数不变），此时模型性

能得到进一步提高。整个训练过程采用余弦退火

策略调整学习率，可以平稳地调整模型的参数，避

免陷入局部最优解。

2.4    评价指标

本 研 究 采 用 平 均 交 并 比（mean intersection 
over union，MIOU）的 指 标 EMIOU、平 均 像 素 精 度

（mean pixel accuracy，MPA）的 指 标 EMPA、损 失 值

ELOSS 和 F1 分数（F1 score）的指标 EF1 验证研究模型

的准确性。

为综合考虑模型在多个类别上的分割性能，

本 研 究 对 每 个 类 别 的 交 并 比（intersection over 
union，IOU）进 行 平 均 得 到 EMIOU。 通 常 情 况 下 ，

EMIOU 越大，表示模型在多类别分割任务中的性能

越好；EMPA 衡量了模型中所有正确分类的像素数

量与总像素数量之间的比例，在多类别图像分割

任务中评估模型的整体性能；ELOSS 度量了模型预

测与实际目标之间的差异，若损失值收敛且在验

证集上表现良好，表示模型训练到了合适的程度；

EF1 的大小反映了模型训练效果的优劣程度。

EMIOU = 1
K + 1∑i = 0

K Pii

∑
j = 0

K

Pij +∑
j = 0

K

Pji - Pii

（5）

EMPA = 1
K + 1∑i = 0

K Pii

∑
j = 0

K

Pij

（6）

P =∑
i = 0

K Pii

∑
j = 0

K

Pij + Pii

（7）

R =∑
i = 0

K Pii

∑
j = 0

K

Pji + Pii

（8）

EF1 = 2 × P × R
P + R

（9）
式中：K 为类别总数；K+1 为包含背景的类别总数；

P 为查准率；Pii 为属于 i 类、被预测为 i 类的像素数

量，即真正；Pij 为属于 i 类、被预测为 j 类的像素数

量，即假正；Pji 为属于 j 类、被预测为 i 类的像素数

量，即假负；R 为召回率。
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3　模型训练与分析

3.1    模型训练过程

网络在训练时采用迁移学习技术，将预训练

VGG16 网 络 用 于 模 型 主 干 特 征 提 取 网 络 ，调 用

VGG16 的预训练权重函数并传入预训练的参数，

保持 VGG16 的强大特征提取能力。在较小数据集

上使用迁移学习可以减少网络参数计算量，加速

模型对新任务的学习过程。DA U-Net-VGG16 和

U-Net-VGG16 训练结果如图 5 所示。

从图 5 可知，随迭代次数增加，损失值 ELOSS 整

体呈现下降趋势，并在第二阶段训练时，突现小幅

上升，EF1、EMIOU 和 EMPA 随之下降，表明主干网络在

解冻后，自动调整参数以优化模型性能；在迭代

250 次后，DA U-Net-VGG16 的 ELOSS 再次下跌且最

终稳定在 17.00% 左右，表明增加注意力机制的模

型更好地适应训练数据，能更精确执行分割任务；

在后 200 次迭代过程中，EF1、EMIOU 和 EMPA 亦逐渐上

升 并 趋 于 稳 定 ，最 终 DA U-Net-VGG16 的 EMPA
稳定在 91.00% 左右，EMIOU 稳定在 81.00% 左右，EF1

84.66

17.12

（a） 训练过程中的 ELOSS、EF1 变化

91.57

81.50

（b） 训练过程中的 EMIOU 和 EMPA 变化

图 5　DA U-Net-VGG16 和 U-Net-VGG16 训练过程中的

ELOSS、EF1、EMIOU 和 EMPA 变化

Fig. 5　Changes of ELOSS, EF1, EMIOU, and EMPA during training 
processes of DA U-Net-VGG16 and U-Net-VGG16

最高达到 84.66%，三者均比 U-Net-VGG16 分割结

果有不同程度提高。虽然模型性能在训练过程存

在波动，但最终在更低 ELOSS 水平上实现了更高精

度。这是一个积极迹象，表明模型在整个学习任

务的过程中得到不断优化和收敛。

3.2    模型对比和讨论

3.2.1    消融试验

本研究为验证增加注意力模块的有效性，设

置相同的网络参数对数据集进行训练和测试。以

U-Net 为基准，并添加 CBAM 和 NA 注意力，使用两

种主干特征提取网络 VGG16 和 ResNet50（residual 
network 50-layer）进行消融研究，其结果如表 1 所

示。通过比较所有分割模型的评价指标，可以更

直观地分析各个模块对模型改进的有效性。

由表 1 可看出，主干网络 VGG16 的整体分割

效果比 ResNet50 的更好，DA U-Net-VGG16 的精度

评价指标最优，DA U-Net-ResNet50 的精度次之。

表 1　消融研究结果分割结果

Table 1　Segmentation results of ablation study %              
模块

U-Net
√
√
√
√
√
√
√
√

VGG16
√
√
√
√

ResNet50

√
√
√
√

CBAM

√

√

√

√

NA

√
√

√
√

ELOSS

32.00
23.00
18.00
17.12
32.00
30.00
27.00
26.00

EMIOU

75.36
79.16
76.51
81.50
74.87
78.50
78.14
79.77

EF1

78.68
81.73
84.12
84.66
78.73
82.15
82.94
83.08

EMPA

84.19
89.25
85.62
91.57
85.74
88.81
88.23
89.34

注：表中“√”表示添加了该模块。
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这表明，选择合适的主干网络对模型性能优化非

常 重 要 。 当 主 干 网 络 使 用 VGG16 时 ，在 添 加

CBAM 后，EMIOU 和 EMPA 大幅提升，NA 对 ELOSS 和 EF1

的贡献较大；当主干网络使用 ResNet50 时，精度指

标有所改善但效果不显著。因此 CBAM 和 NA 模

块均能提升模型精度，二者结合后可进一步提升

分 割 效 果 。 DA U-Net-VGG16 的 EMPA 最 高 可 达

91.57%，比 U-Net-VGG16 的提高了 7.38 个百分点。

这表明网络在融入了注意力机制后，能够更准确

地捕捉裂缝信息和对像素进行分类，以及改善错

分 、漏 分 现 象 。 同 时 ，EF1 为 84.66%，EMIOU 为

81.50%，这说明改进后模型性能大幅提高，在多目

标分割任务中表现出色。

3.2.2    实际分割效果

模型经过像素级标注后，在对图像进行分割

时，会识别每个像素并为其分配一个唯一的标签。

由于拍摄环境、设备限制或紧急情况下的快速拍

摄等原因，震后拍摄的砌体结构震害图片质量不

高。同时，剥落通常伴随细小裂缝出现，这使得从

图片中准确识别目标变得困难，对模型检测精度

要求更高。本研究选择 4 个精度差距较大的模型，

即 U-Net-VGG16、 U-Net-ResNet50、 DA U-Net-
VGG16 和 DA U-Net-ResNet50，并从验证集中抽取

6 张代表性图片，来验证各模型对砌体结构震害特

征的分割性能，如图 6 所示。

 原图                      标签图                U-Net-VGG16        U-Net-ResNet50       DA U-Net-VGG16    DA U-Net-ResNet50

（a1） （a2） （a3） （a4） （a5） （a6）

（b2） （b3） （b4） （b5） （b6）（b1）

（c1） （c2） （c3） （c4） （c5） （c6）

（d1） （d2） （d3） （d4） （d5） （d6）

（e1） （e2） （e3） （e4） （e5）

（f1） （f2） （f3） （f4） （f5） （f6）

（e6）

图 6　砌体结构裂缝分割结果比较

Fig. 6　Comparison of crack segmentation results of masonry structure
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图 6（a1）中的砖墙仅有竖向裂缝，背景简单，

裂缝清晰，4 种模型都将裂缝完整分割出来，且保

持边界信息完整。图 6（b1）中的墙面仅有交叉微

裂缝，其宽度狭窄甚至肉眼难辨。图 6（b3）和图 6
（b4）中 的 墙 面 出 现 较 多 漏 分 ，边 界 提 取 不 完 整 。

图 6（b5）和图 6（b6）虽未能将裂缝交叉点处识别出

来，但墙面确认修改以外的其余部分均被正确识

别，且微裂缝整体脉络被分割出来。图 6（c1）中的

砖墙剥落面积较大且边缘复杂，其裂缝右上角有

监视器，属于噪声干扰。图 6（c3）的识别结果较准

确但未能很好保持边界信息。图 6（c4）和图 6（c6）

的预测不完整，存在孤岛情况。图 6（c5）中的墙面

边界分割完整，但监视器被误识别为剥落。

4 种模型均能将主裂缝准确分割，对图 6（d5）

的分割结果最好，但对支路有不同程度的错分、漏

分现象。图 6（d1）中的墙面斜裂缝周围伴有多支

微裂缝，裂缝杂乱且有多处交点，很难能做到完

整、准确分割。

图 6（e1）的 外 墙 墙 皮 大 范 围 剥 落 且 有 裂 缝 。

图 6（e3）、图 6（e4）和图 6（e6）中的裂缝均被误识别

为剥落。图 6（e5）中的分割画面干净且边缘分割

完整。图 6（f1）存在典型的复杂微裂缝。剥落、裂

缝、微裂缝这三种类型同时存在的情况在建筑结

构震后最为常见。图 6（f3）、图 6（f4）和图 6（f6）均未

成功识别微裂缝和剥落连接处。图 6（f5）将三种裂

缝 准 确 识 别 且 对 连 接 点 的 处 理 最 好 ，分 割 最 为

完整。

分割结果显示，在未添加注意力模块时，对图

片裂缝进行分割的 U-Net 网络能够正确预测大部

分像素的类别，但漏分、错分现象较多，容易将裂

缝和微裂缝混淆，且边缘检测效果较差。相比之

下，在添加 CBAM 或 NA 注意力模块之后，模型精

度进一步提升，特别是结合两种注意力模块后，分

割精度达到了最高水平。分割结果表现出对特征

信息的捕捉能力更准确，对边界划分更规整，对细

小缺陷的识别度有所提升，分割精度明显提高。

分割结果证实了注意力模块在多目标语义分割中

的有效性和必要性，为砌体结构震害特征智能检

测提供了有力支持。相较于其他模型，本研究提

出的 DA U-Net-VGG16 改进模型对三种震害类型

识别最准确，能很好处理裂缝交点问题，并保持裂

缝边缘信息，使得分割画面细致完整。

3.3    裂缝实际宽度计算

裂缝分割完成后，宽度计算通过提取裂缝骨

架进行。首先，对待检测裂缝图像执行骨架化操

作，将裂缝宽度压缩至一个像素，以提取裂缝的主

干。随后，应用膨胀操作从中心线向外扩展，形成

一定宽度线条。但是输出结果以像素为单位，无

法用于实际，可通过比例因子将神经网络输出裂

缝 宽 度 从 像 素 单 位 转 换 为 实 际 物 理 单 位 ，如 式

（10）所示：

A = k·D （10）
式中：A 为裂缝实际宽度，mm；k 为比例因子，表示

每个像素的实际测量值，mm/pixel；D 为网络预测

裂缝宽度，pixel。
在拍摄照片时，角度、距离、高度及相机参数

等都会直接影响裂缝在图像中的大小，例如：同一

裂缝在不同拍摄距离下，远距离拍摄时呈现较小

的尺寸，而近距离拍摄时则显得更大。为确保准

确转换，必须选择适当的 k 为后续的测量和分析提

供依据。

实际拍摄图片的测量结果如图 7 所示。从图

7 可以看出，裂缝宽度实际测量值 A 为 5 mm，模型

分 割 结 果 为“ 裂 缝 ”，网 络 预 测 裂 缝 宽 度 D 为

506.96 pixel，通 过 计 算 可 知 k=0.009 86 mm/pixel，
该 k 值可用于测量同一拍摄条件下的其他裂缝。

 
    （a） 裂缝分割结果                   （b） 裂缝宽度真实值

 
      （c） 提取裂缝骨干                 （d） 网络预测裂缝宽度

图 7　裂缝检测步骤

Fig. 7　Steps for crack detection
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《建（构）筑 物 地 震 破 坏 等 级 划 分》 （GB/T  
24335—2009）规 定 ：砌 体 结 构 的 裂 缝 宽 度 在 1.5 
mm 以下属于微裂缝，对构件承载力无明显影响；

宽度在 1.5 mm 以上，但小于 3 mm 的裂缝为明显裂

缝，裂缝几乎贯穿墙厚；宽度在 3 mm 以上的裂缝

为严重裂缝。业界在进行房屋结构安全评估工作

时，需要综合考虑主要承重构件、非承重构件和附

属结构的破坏情况。当多数承重墙出现轻微裂

缝、部分墙体有明显裂缝、个别墙体有严重裂缝，

以及多数附属构件出现明显破坏时，建筑达到Ⅲ
级破坏。此时，房屋结构的基本功能受到影响，但

经修复可重新投入使用。准确计算裂缝宽度等信

息，有助于更精准地评定裂缝破坏程度，进而获取

精确的工程震害数据，为应急救援工作、震后房屋

快速评定提供一种智能化手段。

4　结论

本研究提出一种砌体结构震害裂缝快速检测

方法，并基于深度学习语义分割理论，探讨了震后

砌体结构破坏特征，量化了裂缝参数，为提高地震

后结构安全评估效率提供了技术支持。

本文主要结论如下：

1） U-Net 主干网络的选择对模型性能产生显

著影响，其中 VGG16 的表现比 ResNet50 的更佳。

添加 CBAM 模块可提高 EMIOU 和 EMPA，而添加 NA 模

块 则 能 进 一 步 降 低 损 失 。 当 同 时 使 用 CBAM 和

NA 模块时，模型性能得到进一步提升。本研究提

出的 DA U-Net-VGG16 模型在分类准确率和分割

精度方面表现最优，其中的 EMPA、EF1 和 EMIOU 分别

达 到 了 91.57%、84.66% 和 81.50%。 综 合 利 用

CBAM 和 NA 模块，可以有效提高分割模型在震害

裂缝识别方面的性能。

2） 本研究基于分割结果，对裂缝进行量化分

析，采用中轴骨架化方法提取裂缝的骨架结构，凸

显裂缝主要特征，并使用比例因子将裂缝像素级

参数转化成以毫米为单位的实际参数，进而得到

输入图像中每条裂缝的真实长度、宽度等信息。

本研究为裂缝参数量化提供了新的可行性途

径，但在精准确定比例因子数值上还存在某些限

制。后续研究将考虑不同拍摄条件对裂缝参数的

影响，期望得到更精确的测量结果。
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