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融合注意力模块的双结构金字塔场景解析网络

梁小林，王欣怡，黄雅娟，肖进文
（长沙理工大学 数学与统计学院，湖南 长沙 410114）

摘　要：【目的】改善原始图像信息丢失及图像分辨率下降的问题，提高图像语义分割的精度。【方法】提出

融合注意力模块的双结构金字塔场景解析网络模型，并利用该模型对图像进行语义分割。首先，使用

MobileNet V2 模块提取原始图像的主干特征；其次，将特征图送入金字塔池化模块 1 中，获取上下文信息；然

后，使用注意力模块关注重要特征，并对浅层信息进行综合，得到中间特征图；接着，将中间特征图送入金

字塔池化模块 2，融合局部和全局信息；最后，利用丰富的浅层和深层信息对原始图像进行分割。【结果】在

PASCAL VOC 2007 数据集上进行的试验表明，平均像素精度和平均交并比分别达到 85.64% 和 78.12%，比

金字塔场景解析网络的分别提高了 4.95 个百分点和 12.31 个百分点。【结论】本文模型有效解决了图像分

割中信息丢失和分辨率下降问题。
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Two-structure pyramid scene parsing network with attention module

LIANG Xiaolin， WANG Xinyi， HUANG Yajuan， XIAO Jinwen
（School of Mathematics and Statistics， Changsha University of Science & Technology， Changsha 410114， China）

Abstract： ［Purposes］ This study aims to improve the loss of original image information， 
degradation of image resolution， and accuracy of semantic segmentation of images. ［Methods］ A 
two-structure pyramid scene parsing network model with an attention module was proposed， and it 
was used for the semantic segmentation of images. Firstly， the MobileNet V2 module was used to 
extract the backbone feature of the original image. Secondly， the feature map was input into the 
pyramid pooling module 1 to obtain the context information. Then， the attention module was used 
to pay attention to the important features and synthesize the shallow information to obtain the 
intermediate feature map. The intermediate feature map was fed into the pyramid pooling module 2 
to fuse local and global information. Finally， the original image was segmented by using rich 
shallow and deep information. ［Findings］ In PASCAL VOC 2007 dataset， the ratios of the mean 
pixel accuracy （MPA） and mean intersection over union （MIOU） reach 85.64% and 78.12%， 
respectively， which are 4.95 and 12.31 percentage points higher than the ratios of MPA and MIOU 
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0　引言

“语义分割”概念的由来可以追溯到 20 世纪

70 年代，强调分割区域在语义上有意义［1］。语义

分割是利用图像的高级语义信息，预测图像中的

不同类别并定位其位置的，从而将不同类别的对

象分割出来，即对图像进行像素级分类［2］。作为

典型的计算机视觉问题，语义分割广泛应用于虚

拟现实、工业自动化、视频检测、医疗图像、农田场

景、室内场景、桥梁及路面等领域中的裂纹识别、

卫星图像分析和即时视觉搜索等不同方向，具有

重要的研究意义和应用价值［3-6］。

早期的传统图像分割方法只能分割出图像的

关键信息，只对特征明显的局部区域敏感，对图像

的细节、边缘、角度等特征往往很难分割甚至不能

分割，但用于图像处理的预处理是简单有效的。

传统图像分割方法主要有：基于阈值的图像分割

方法［7-9］、基于边缘的图像分割方法［10］、基于区域

的图像分割方法［11］、基于聚类的图像分割方法［12］、

基于图论的图像分割方法［13］和基于特定理论的图

像分割方法［14］。这些方法对类别明显、分布整齐、

类内相似度高、类间差异性较大、前景和背景差异

较明显的图像，分割结果较好。但是，这些传统方

法适用范围窄，对类别复杂且繁多的图像分割效

果不理想，没有关注到图像的高级语义特征和空

间等信息，容易受噪声干扰［15］。

随着图像分割的应用领域日益复杂化，对分

割结果的要求越来越高，一系列基于卷积神经网

络的图像分类［16］和分割方法不断出现。与传统的

图像分割方法相比，基于卷积神经网络的语义分

割方法不是采用手工设计的特征，而是从输入图

像中自动学习特征，利用深度神经网络就可以实

现端到端的语义分割预测［17］。深度学习的阶段性

成功对语义分割算法产生了前所未有的影响，极

大地提高了准确性［18］，解决了很多传统方法不能

解决的问题，拓宽了语义分割的实际应用范围。

SHELHAMER 等［19］提 出 全 卷 积 网 络（fully 
convolutional networks， FCN）并将深度学习用于语

义分割。FCN 是首个端到端的分割模型，奠定了

图像语义分割模型框架的基础。但是，因连续的

下采样使图像空间位置信息丢失较多，FCN 的分

割过程对空间信息利用率低，导致分割结果比较

粗糙，以及对不同像素之间的关系、边界和细节信

息敏感性偏低。针对这两个问题，基于编码器-解

码器（encoder-decoder）结构的不同对称模型应运

而 生 ，如 用 于 生 物 医 学 图 像 分 割 的 卷 积 网 络

（convolutional networks for biomedical image 
segmentation， U-Net）［20］和用于图像分割的深度卷

积编码器-解码器架构［21］。这种编码器-解码器的

架构利用下采样块构成的编码器获取像素位置信

息和图像特征，再利用反卷积等操作组成的解码

器对特征进行分析，确定图像的类别并精确定位

像素的位置，从而对图像上下文和空间信息利用

更加充分，减少了信息损失，有效缓解了物体边缘

分割粗糙的问题［20-21］。但下采样过程中的信息丢

失和物体边界定位问题还须进一步解决。因此，

CHEN 等［22-24］和 NING 等［25］提出了 DeepLab 系列，

其 中 DeepLab V1 将 深 度 卷 积 神 经 网 络（deep 
convolutional neural networks，DCNN）和 条 件 随 机

场（conditional random field，CRF）相结合，定位图

像边界并细化分割边缘，并利用空洞卷积（atrous 
convolution）来扩大感受野，解决 DCNN 在连续池

化 和 下 采 样 过 程 中 丢 失 大 量 细 节 信 息 的 问 题 ；
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DeepLab V2 提 出 了 空 洞 空 间 金 字 塔 池 化（atrous 
spatial pyramid pooling，ASPP）模块，设置了不同的

空洞率，使用了多个并行的空洞卷积来获取物体

多 尺 度 信 息 ，对 空 间 变 换 有 较 高 的 不 变 性［23］；

DeepLab V3 继续改进 ASPP 模块，在每个卷积后加

入 批 归 一 化（batch normalization，BN）处 理 ，在

ASPP 模 块 最 后 加 入 图 像 级 特 征（image-level 
feature）用于捕获全局特征，同时去除之前的 CRF
模 块［25］；DeepLab V3+在 DeepLab V3 的 基 础 上 增

加了一个简单的解码模块以提升分割精度，并将

深度可分离卷积（depthwise separable convolution）

应 用 于 ASPP 和 解 码 模 块 ，大 大 减 少 了 训 练 参

数［24］。DeepLab 系列在融合多尺度上下文和空间

特征方面取得了很大进步，但图像信息利用率还

需要提高。为了能够充分利用图像信息，受空间

金 字 塔 池 化（spatial pyramid pooling，SPP）网 络 的

启 发 ，ZHAO 等［26］提 出 了 金 字 塔 场 景 解 析 网 络

（pyramid scene parsing network， PSPNet），如图 1 所

示。PSPNet 将输入图像的局部信息和全局信息融

合，在一定程度上缓解了训练过程中信息丢失的

问题，但在边缘分割上还需要优化。

针对 PSPNet 对小物体和边界不明显的物体分

割不理想的问题，本文提出融合了卷积块注意力

模块（convolutional block attention module， CBAM）

（下文简称“注意力模块”）的双结构金字塔场景解

析 网 络 （two-structure pyramid scene parsing 
network， TSPSPNet）模型，旨在改善语义分割网络

中由于连续下采样导致的原始图像信息丢失和分

辨 率 下 降 问 题 ，并 在 PASCAL VOC （PASCAL 即

pattern analysis， statistical modelling and 
computational learning，是 一 种 结 构 化 编 程 语 言 ；

VOC 即 visual object classes，是一个世界级的计算

机视觉挑战赛）2007 数据集上进行试验。

卷积神
经网络 上采样

池
化

卷积

卷积

拼接

图 1　PSPNet结构[26]

Fig. 1　Structure of PSPNet[26]

1　研究方法

TSPSPNet 语义分割模型将原来的金字塔池化

模块（pyramid pooling module，PPM）记为 PPM1，并

在 PSPNet 基 础 上 再 增 加 一 个 金 字 塔 池 化 模 块 2
（PPM2），以更好地整合图像的上下文信息和空间

信息。同时，在两个 PPM 中间插入 CBAM，在分割

时突出重要特征、抑制非必要特征，由此形成两个

PPM 与 CBAM 串联的结构。

1.1    MobileNet V2与CBAM
1.1.1    深度可分离卷积

深度可分离卷积操作将普通的卷积过程分为

两个步骤：逐深度卷积和逐点卷积，如图 2 所示。

其中，逐深度卷积使用三个单通道的 3 × 3 卷积核

分别作用于输入图像的三个通道，得到三个中间

特征图，再使用 4 个三通道的 1 × 1 卷积核作用于

中间特征图，得到最终的 4 个输出特征图。

卷积和池化等操作堆叠可得到传统卷积神经

网络。该网络特征提取能力依赖于不断增加的网

络深度。由于网络参数量不断增加，导致训练耗

时增加和计算复杂程度提高。本文以 SANDLER
等［27］提出的 MobileNet V2 为主干特征来提取图像

特征。该网络将传统卷积替换为深度可分离卷

积，有效减少了训练的参数量，加速了网络的运算

速度。假设输入图像大小为 C1 × H1 × W1，输出图

像大小为 C2 × H2 × W2（其中的 C、H、W 分别为图

像的通道数、宽和高），卷积核的大小为 k × k（正整

数 k=1，2，3，…，n），则普通卷积的参数量 P 为

P = k2C1C2 （1）
深度可分离卷积的参数量 Pd为

Pd = k2C1 + C1C2 （2）
两者之比为
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P
Pd

= k2C1C2
k2C1 + C1C2

= k2C2
k2 + C2

（3）
由计算可知，普通卷积的参数量是深度可分

离卷积参数量的倍数。在深度学习的网络中，采

用后者可以加快网络的训练速度。

输入 3 通道彩色图像

4 个三通道卷积核3 个特征图 4 个特征图3 个单通道卷积核

图 2　深度可分离卷积

Fig. 2　Depthwise separable convolution
1.1.2    MobileNet V2

MobileNet V2［27］以深度可分离卷积为基础，其

结构如图 3 所示。本文使用 MobileNet V2 网络构

建主干特征提取器来提取图像特征。

×（n-1）
（n 为 倒 残 差
结构的个数）

图 3　MobileNet V2 的倒残差结构

Fig. 3　Inverted residuals of MobileNet V2
1.1.3    注意力模块（CBAM）

CBAM 由 通 道 注 意 力 模 块（channel attention 
module， CAM）和空间注意力模块（spatial attention 
module， SAM）组成，如图 4 所示。

给 定 一 个 输 入 特 征 图 F ∈ RC × H × W，经 CBAM
生成一维通道注意力特征图 M c ∈ RC × 1 × 1 和二维

空间注意力特征图 M s ∈ R1 × H × W。其中，R为实数

集。整个过程为

1） 通道注意力模块（CAM）如图 5 所示。

CAM 模块关注的是“输入图像是什么”，输入

图像的每个特征通道都可以视为一个类别检测

器。首先，CAM 对输入特征图 F逐通道进行最大

池化和平均池化，压缩特征图的空间信息，得到特

征 图 Fmax，c ∈ RC × 1 × 1 和 Favg，c ∈ RC × 1 × 1；然 后 ，将 池

化后的结果传入只有一个隐藏层的多层感知器

（multilayer perceptron，MLP）中 进 行 相 关 的 训 练 ，

多层感知器的参数是共享的；接着，使用逐元素求

和法合并输出的特征向量，再经 sigmoid 激活函数

生成通道注意力特征图 M c［28］；最后，将这个输出

结 果 乘 原 图 ，变 回 原 图 像 大 小 ，得 到 输 出 特 征

图F1。

整个过程可概括为

F1 = M c (F ) ⊗ F （4）
M c (F ) = σ { MLP [ AvgP (F ) ] + MLP [ MaxP
(F ) ] } = σ { W1 [ W0 (Favg， c ) ] + W1 [ W0 (Fmax，c ) ] }（5）

式中：σ 为 sigmoid 激活函数；W0 和W1 为 MLP 的共

享权重，W  0 ∈ RC/r × C，W1 ∈ RC × C/r，r 为通道缩减率；

AvgP、MaxP 分别为平均池化、最大池化操作。

CAM SAM输入特
征图F

提取主要特征
的特征图F'

图 4　注意力模块（CBAM）结构[28]

Fig. 4　Structure of convolutional block attention module 
(CBAM)[28]

通道注
意力特
征图Mc输入特

征图F

最大池化

平均池化

MLP
sigm

oid

图 5　通道注意力模块结构[28]

Fig. 5　Structure of channel attention module （CAM）[28]

2） 空间注意力模块（SAM）如图 6 所示。

SAM 模块关注的是“输入图像的有用信息在

哪里”，其中F1 是 SAM 模块的输入特征图。首先，

对 F1 沿通道进行逐位置最大池化和平均池化，压

缩特征图的通道信息，沿着特征图的通道维度进

行池化可以有效地突出目标信息区域，得到池化

后 的 特 征 图 Fmax， c ∈ R1 × H × W 和 Favg， c ∈ R1 × H × W；然

后，将池化后的结果连接起来；接着，经 sigmoid 激

活函数得到空间注意力特征图M s［28］；最后，再将这

个输出结果乘原图，变回原图像大小，得到输出特

征图F2。

整个过程可以概括为

F2 = M s (F1 ) ⊗ F1 （6）
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M s (F1 ) = σ { f 7 × 7 [ AvgP (F1 )；MaxP (F1 ) ] }
= σ { f 7 × 7 [ Favg，s ；Fmax，s ] }                             (7)

式中：σ 为 sigmoid 激活函数；f 7 × 7 为 7×7 的卷积核。

最大池化，平均池化
空间注意力
特征图Ms

F1

sigm
oid

图 6　空间注意力模块（SAM）结构[28]

Fig. 6　Structure of spatial attention module （SAM）[28]

CBAM 结构结合了图像的特征通道和空间位

置，通过注意力机制提高整个网络的泛化能力，突

出重要特征，抑制非必要特征。本文利用 CAM 和

SAM 模块可以灵活地嵌入两个特征图之间的优

点，在 PPM1 和 PPM2 之间嵌入 CBAM 结构，既能够

充分利用原始图像的全局上下文信息，也能把提

取到的特征同原始图像结合，减少信息损失。对

于 CAM 在前、SAM 在后的串行结构，WOO 等［28］已

经证明其效果比并行结构的或者单独使用的更

好，并且最大池化和平均池化可以在全局范围内

聚合图像特征，有利于图像目标特征的分割。

1.2    双结构PSPNet语义分割网络模型

受 YANG 等［29］的双边架构网络的启发，本文

提出双结构 PSPNet 网络，其网络结构分为 PPM1、

PPM2 和 CBAM 三部分，如图 7 所示。

1） 经过 MobileNet V2 之后，输出不同维度的

特征图M i ( i = 1，2，⋯，n )。
2） 将特征图划分为 1 × 1、2 × 2、3 × 3 和 6 ×

6 的不同区域，分别进行平均池化；然后做卷积核

大小为 1 × 1 的卷积运算，此时特征图的通道数变

为 1 4M i；接着将得到的 4 个特征图进行双线性插

值上采样至尺寸与M i 相同；最后与M i 进行拼接。

3） 对拼接后的特征图作 1 × 1 的卷积运算，将

通道数降到 1 2M i（即与M i - 1 通道数保持一致）；然

后进行上采样至尺寸与M i - 1 相同，得到M i + 1；接着

与M i - 1 拼接；最后经过 CBR 和 CBAM 得到M i + 2。

4） 将M i + 2 作为 PPM2 的输入，PPM2 的操作与

PPM1 相同。

5） 经 softmax 生成最终的分割图像，各特征图

的通道数见表 1。

CBR 模块的运算过程：
首先进行卷积（convolution）
操作，然后进行批量归一化

（batch normalization）操 作 ，
最 后 进 行 RELU 函 数 的 激
活操作。

池
化

上
采

样 拼
接

M5 M3

M1
M2

M3
M4

M6

卷积

卷积

卷积

CBR 模块

CB
R模

块

注意力模块

拼接

拼接

池
化

上
采

样

PPM1

PPM2

卷积

图 7　融合注意力模块的双结构金字塔场景解析网络结构

Fig. 7　Two-structure pyramid scene parsing network with attention module
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表 1　各特征图的通道数

Table 1　Number of channels of each feature map
特征图

M i - 1
M i

M i + 1
M i + 2

通道数

C 2
C

C 2
C 2

2　试验结果与性能评价

2.1    试验细节

PASCAL VOC 2007 包含汽车、飞机、人等 20
个类别 10 582 张图像。本文以 PASCAL VOC 2007
中的 1 449 张图像为研究对象。

本研究在训练前，将输入图像的尺寸调整为

473 × 473 像 素 ，选 择 自 适 应 动 量（adaptive 
momentum， ADAM）随机优化算法进行优化。该

优化算法的训练分为冻结主干网络阶段和解冻阶

段。本研究借鉴迁移学习的思想，考虑到主干网

络提取到的特征是通用的，因此采用冻结训练来

加快训练效率，这在一定程度上也可有效防止权

值被破坏。冻结阶段的周期（epoch）指整个训练

数据集被神经网络完整地遍历一遍的次数，为 50；

批大小（batch-size）指每次模型权重更新时的使用

样 本 数 ，为 8。 解 冻 阶 段 的 epoch 也 为 50（总 的

epoch 为 100），batch-size 为 4，学习率为 5×10-4。本

研究利用验证集进行验证，每个 epoch 保存一次训

练结果。

2.2    评价指标

本 研 究 采 用 平 均 像 素 精 度（mean pixel 
accuracy，MPA）的 指 标 EMPA 和 平 均 交 并 比（mean 
intersection over union，MIOU）的指标 EMIOU 来评价

模型的分割效果。

EMPA = 1
m∑i = 1

m pii

∑j = 1
m ∑j = 1

m pij

（8）

EMIOU = 1
m∑i = 1

m pii

∑j = 1
m pij +∑j = 1

m ( pji - pii ) （9）

式中：正整数 m 为标签类别数；i=1，2，3，…，

m；j=1，2，3，…，m；pii、pij 和 pji 分别为真正例、假正

例和假负例。

2.3    结果分析

为了验证本文所提模型的有效性，在其他参

数和试验设置条件均相同时进行对比试验。第一

组 验 证 加 入 CBAM 的 有 效 性 ；第 二 组 验 证 加 入

PPM2 的有效性。

2.3.1    第一组验证

将加入 PPM2 的网络结构和本文提出的模型

分别记为模型 I 和模型 ours。本文将两者进行对

比，结果如表 2 所示。从表 2 可以看出，CBAM 提

升了总体平均像素精度和平均交并比。模型 ours
分割结果中的平均像素精度和平均交并比分别达

到 85.64% 和 78.12%，比模型 I 的分别提高了 3.93、

8.30个百分点。

在加入 CBAM 进行分割时，本文在不同阶段

对不同的特征赋予不同的权重。首先，计算输入

图像中每个通道的权重；接着，对包含重要信息多

的通道给予更多的关注，对无重要信息的通道给

予更少的关注；然后，找到关键通道，进一步确定

重要信息在特征图中的最密集位置；最后，突出重

要特征，弱化不重要特征，从而提高模型的特征表

达能力。

2.3.2    第二组验证

1） 将加入 CBAM 的 PSPNet 记为模型Ⅱ，并与

模型 ours 进行对比，如表 2 所示。从表 2 可以看

出，加入 PPM2 提升了总体平均像素精度和平均交

并比；模型 ours 的总体平均像素精度、平均交并比

比模型Ⅱ的分别提高了 2.60、8.16 个百分点。

2） 将原始 PSPNet 记为模型Ⅲ，并与模型 I 对

比，如表 2 所示。显然，加入 PPM2 的模型的总体

平均像素精度和平均交并比均略有提升。

表 2　有无 CBAM 和 PPM2 分割结果对比

Table 2　Comparison of segmented results with/without 
CBAM and with/without PPM2  %    

网络模型

Ⅱ
ours

I
Ⅲ

PPM2
无

有

有

无

CBAM
有

有

无

无

EMPA
83.04
85.64
81.71
80.69

EMIOU
69.96
78.12
69.82
65.81

由以上分析可知，加入 PPM2 的分割效果有所

提升。由于深度神经网络的下采样使图像细节信

息和空间信息出现损失，所以本文通过加入 PPM2
来融合上下文信息，可以更好地结合全局信息和

局部信息，保留更多的图像细节特征，从而使模型

学到的特征更丰富，以及对图像分割的结果更好。
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本文模型注重简单对象分割和小且复杂对象

分割之间的平衡。不同模型在部分对象上的分割

结果如表 3 所示。由表 3 可知，本文模型对研究对

象的分割结果，即对汽车、飞机和牛的分割平均交

并比分别达到 81.83%、81.49% 和 85.13%，以及对

餐桌、椅子、自行车和盆栽的分割平均交并比分别

达到 45.27%、32.14%、38.43% 和 54.33%，均优于不

加 CBAM 的模型 I 的结果。表 3 中前三列的值都高

于后 4 列的，这说明，对于轮廓清晰、特征简单、类

间差异较小的图像，两种模型的分割效果均较好；

对于外观相似、边界不明显、较小的不同类别图

像，两种模型的分割均比较困难。但与模型 I 相

比，模型 ours 的分割效果比较好，尤其对盆栽的分

割结果，其平均交并比提高了 5.45 个百分点。

由表 3 可知，在不同对象的分割中，模型 ours
与模型Ⅱ相比，其平均交并比有提升也有下降，但

总体提升的类别数比较多，且总体提升的幅度大

于下降的幅度。模型 ours 与模型 I、Ⅲ相比，其总

体 的 平 均 交 并 比 更 高 一 些 ，说 明 在 同 时 加 入

CBAM 和 PPM2 后的图像分割性能较好；网络能够

在分割中充分利用图像信息，能结合图像深层、浅

层信息更好地区分不同类别和细化同类别边界。

表 3　有无 CBAM 和 PPM2 不同类别对象的 EMIOU
Table 3　EMIOU of different categories with/without CBAM and with/without PPM2 %               

网络模型

Ⅱ
ours
Ⅲ
I

PPM2
无

有

无

有

CBAM
有

有

无

无

EMIOU
汽车

82.58
81.83
81.79
79.89

飞机

80.43
81.49
82.87
80.52

牛

78.70
85.13
80.45
82.46

餐桌

48.23
45.27
36.83
38.12

椅子

32.74
32.14
33.21
31.65

自行车

36.78
38.43
37.83
36.88

盆栽

51.24
54.33
52.72
48.88

本文使用 MobileNet V2 作为主干特征提取网

络，减少了模型参数，加快了模型整体运算速度，

提升了模型的运算效率。模型 ours 和其他模型的

CEL 值变化趋势如图 8 所示。在所有模型对比试

验中，数值为 0~1 的交叉熵损失（cross entropy loss，

CEL）函数被用于衡量模型输出与真实标签之间

的差异。具体如下：当模型处理完全准确时，CEL
值接近 0；随着预测误差增加，CEL 值也会增加。

从图 8 可知，在 epoch 为 60 个左右时，模型 ours 收

敛并趋于稳定；与其他模型相比，模型 ours 的 CEL
值下降最快、最平稳，这说明了 CEL 具有一定程度

的有效性。

Ⅱ
Ⅲ
I

图 8    不同模型的 CEL 值对比

Fig. 8　Comparison of CEL values of different models

3　讨论

为改善语义分割中原始图像信息丢失和图像

分辨率下降造成的分割结果不准确问题，本文提

出了融合 CBAM 及 PPM2 的双结构 PSPNet 分割模

型，并通过试验验证了加入部分的有效性，证实本

文提出的网络模型提升了图像分割精度。

1） 使用深度可分离卷积和空洞卷积降低模型

参数，加快训练速度，提高图像分辨率。本研究在

使用的主干网络 MobileNet V2 中以深度可分离卷

积代替普通卷积，并使用空洞卷积构造了轻便、快

速的主干特征提取结构，为整个网络训练过程节

省了时间和空间，并且为后续的图像特征融合和

分割奠定了网络基础。

2） 原始图像中的信息是多样化的，且任何网

络都不可能在整个训练过程中同时对所有信息进

行分析和综合，故分割试验在不同分割阶段必须

有所取舍。本文通过在模型中加入 CBAM，并在

分割过程中的通道维度和空间维度方面对图像信

息进行加权，达到了突出重要特征、抑制非重要特

征的目的。

3） 网络通过加入 PPM2 来融合多维度图像信
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息，减少图像信息损失，从而保留更多的细节特

征，使模型尽可能多地学习到更丰富的特征，进而

提高原始图像信息的利用率，最终提升网络的分

割精度。

本文以 PSPNet 为基础，使用 MobileNet V2 作

为 主 干 特 征 提 取 器 ，加 入 CBAM 和 PPM2，形 成

“PPM1-CBAM-PPM2”的串联结构，充分利用了图

像 上 下 文 信 息 和 空 间 位 置 信 息 ，并 在 PASCAL 
VOC 2007 数据集上进行训练。本研究结果显示，

平均像素精度和平均交并比分别达到 85.64% 和

78.12%，模型整体泛化性能较好，且在常见类别和

难以分割的类别中分割性能都有所提升，同时模

型收敛更快。

4　结论

语义分割是计算机视觉领域最具挑战性的问

题之一。充分利用原始图像信息并增大图像中相

同类别的一致性和不同类别的差异性，是提高分

割精度的关键，也是一个不断优化的过程。

本文模型虽然取得了一些进步，但由于试验

次数较少、试验数据单一、对比试验不多，故在网

络结构、分割细节等方面还有一定改进空间。
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